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Abstract. In this work, authors compare training time of standard convolution neuron network model
with model trained using transfer learning. Both models are based on Alexnet architecture. CNN model training
from scratch included full model, but using transfer learning, some layers of model were frozen for learning
acceleration considering transfer learning methodology.

Keywords: Alexnet, CNN, Convolution Neuron Network, Model, Transfer learning.

levads

Konvoliiciju neironu tikli (convolutional neural networks, talak CNN) [1] ir neironu tiklu
modeli, kuru parsvara pielieto vizualu att€lu apstradei. Ta ka CNN ir izstradati, lai darbotos,
imit§jot cilvéka smadzenu neironu savienojumu modeli, kad atsevis§ki neironi reagé uz
stimuliem tikai ierobezota redzes lauka, kas pazistams ka “uztveroais lauks”. Sie lauki
parklajas, lai aptvertu visu redzes laukumu.

Transfer learning jeb parneses macisanas ir ma§inmacibas pétniecisks risinajums vienas
problémas risinasanai sagatavota konvoliiciju neironu tikla pielietoSanai, citas, bet vienlaikus
saistitas problémas risinasanai [2]. Ka pieméram konvoliiciju neironu tikls kur§ ir apmacits
atpazit maSinas var tik izmantots prieks kravas automasinu atpaziSanai.

ST pétijuma meérkis ir eksperimentali salidzinat divu konvoliciju neironu tiklu apmacibas
metozu, standartu un transfer learning, apmacibas atrdarbibu.

Materiali un metodes

Darba ietvaros modelis, kas tika izmantots priek§ konvoliciju neironu tiklu apmacisanas
salidzinajuma ir Alexnet [3] struktiiras modelis.

Standarta modela apmaciba tika balstita uz Fruits360 [4] datu kopas ar 120 klasém, bet
prieks transfer learning pielietojuma vispirms tika izmantota CIFAR100 [5] datu kopa kas satur
100 klases un vélak tika pielietota standarta Fruit360 datu kopa, kas satur pamata 120 klases
un modificéta Fruit360 datu kopa, kura tika parveidota tikai, lai saturétu 3 klases: “apple”,
“pears” un “noise”, kas tika modificéts, lai klases biitu péc izméra aptuveni vienadas, ~400
attel.

Konvoliciju neironu tiklu izstradei tika izmantots Tensorflow 2.0, Keras un Jupyter
Notebooks.

Eksperiments
Darba eksperimenta pirmais solis bija konvoliciju neironu tikla apmaciba, izmantojot
Alexnet struktaras modeli (skat. 1. tab.). Apmaciba tika veikta 10 reizes un visi apmacibas laiki
tika fikséeti.
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Alexnet arhitektiiras modelis

1. tabula

Layer (type) Output Shape Param.
(platums, augstums, filteru skaits)
conv2d 1 (48, 48, 16) 1216
CNN1 | batch normalization 1 (48, 48, 16) 64
max_pooling2d_1 (24, 24, 16) 0
conv2d 2 (22, 22, 32) 4640
CNN2 | batch_normalization 2 (22, 22, 32) 128
max_pooling2d 2 (11,11, 32) 0
CNN3 conv2d_3 (9,9, 64) 18496
conv2d 4 (7,7,128) 73856
CNN4 2% _pooling2d 3 (3,3, 128) 0
FC dense 1 512 590336
FC dense 2 512 262656
ouT dense 3 3 1539

Konvoliiciju neironu tiklu apmaciba notiek vairakos posmos (skat. 1. att.):

1. Apmaciba ar CIFAR100 datu kopu;

2. Apmaciba ar Fruits360 datu kopu un visam 120 klasém;
3. Apmaciba, izmantojot Fruits360 datu kopu, bet tikai 3 klases, “apple”, “pears”

un “noise”.
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1. attéls. “Aizverti” pirmie tris CNN slani
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Pirmaja posma tika apmacits konvoliiciju neironu tikls uz CIFAR100 datu kopas pamata.
Dota datu kopa satur sevi 100 dazadas klases ar 600 atteliem Katrai klasei. CNN tika apmacits
pilna méra. Nakosais solis, kas tika sperts, bija iesaldéti pirmie tris Alexnet modela slani (skat.
2. att.) un tika apmacits modelis no jauna, tikai apmacibas laika netika veiktas nekadas
manipulacijas ar pirmo tris konvoliiciju neironu tikla slanu svariem, saglabajot ieprieks
apmacitos neironu svarus.

# Load pretroined model
model = tf.keras.models.load model( cifarilea )

# Freeze pretrained lLayers

model.get layer('sconv2d 1').trainable = False
model.get layer('sconv2d 2').trainable = False
model .get layer('sconv2d 3').trainable = False

2. attels. “Aizverti” pirmie tris CNN slani

Pec otras apmadcisanas, jaunais modelis saglabaja apmacitos neironu svarus pirmajos
trijos slanos un apmaca atlikusos modela slanus. Pabeidzot apmacibu, izmantojot Fruits360
datu kopu, kas satur 120 klases ar augliem, nakosais un p&dgjais solis ir veikt péd€jo apmacibas
posmu, kur tiek saglabati ieprieks “aizvertie” slani un tiek “aizverts” ceturtais Alexnet modela
slanis (skat. 3. att. ) un tick sagatavots izvadslanis, lai tas atbilstu datu kopas klaSu struktiirai,
kas tika izmantota apmacibas procesa.

# Freeze and replace output Layer
new_model = keras.models.Sequential()
for layer in model.layers[:-1]:
layer.trainable = False
new model.add( layer )

3. attéls. “Aizverts” ceturtais CNN slanis

Prieks pédejas apmacibas tiek izmantota datu kopa, kas ir balstita uz Fruits360 datu
kopas, bet ir tikai tris klases, kas ir, “apple”, “pears” un “noise”. No pamata datu kopas tika
iznemtas visas klases, kas saturéja nosaukuma “apple” vai “pears” un tika izveidotas jaunas
klases kas saturgja visu saturu no pamata klasém. Un tad tika izveidota klase “noise”, kas satur
att€lus tiek izmantoti ka nepareizas atbildes CNN apmacibai. Klases tika veidotas aptuveni ar
vienadu izméru, lai neirontikls neatdotu prieksrocibu vienai klasei.

Rezultati

Veicot apmacibu, izmantojot standarta CNN apmacibas metodi, tika veikti modelu
apmaciba 10 reizes balstoties uz Fruits360 datu kopu ar 3 klasém. 2. tabula ir fikséti rezultati,
kas tika iegiiti peéc CNN apmacibas. Tabula ir divas iedalas, kas satur laiku miniites (Train time
(min)) un iegiito apmacibas precizitati (Accuracy). Péc 10 apmacibu veikSanas tika aprékinats,
ka vidgji vienas apmacibas veikSanai nepiecieSams ~104 miniites un CNN precizitate iegiita ir
95%.
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2. tabula
Standarta apmacibas nepiecieSamais laiks

Apmadcibas laiks (min) Precizitate
1 117 0,95119
2 104 0,95006
3 60,66666667 0,95423
4 117 0,94917
5 82,33333333 0,95261
6 91 0,93892
7 156 0,95286
8 130 0,95116
9 99,66666667 0,95611
10 99,66666667 0,94785
Videji | 104,7878788 0,95019

Veicot transfer learning metodes piclictosanu tika veikta apmaciba tris etapos, kur
pirmais etaps tika veikts tikai vienu reizi. Pirmaja apmacibas etapa tika apmacits CNN atpazit
dazadus objektu attelus. Tas aiznéma lielako apmacibas laiku, kas bija vairak ka 24 stundas
(skat 3. tab.), bet precizitate kas tika iegiita bija tikai 47%.

3. tabula
Pirma apmacibas etapa rezultati
Apmacibas laiks (min) | Precizitate
1449,7 0,47080

P&c pirma apmacibas etapa pabeigSanas, tika aizverti pirmie tris iepriek§ apmacita modela
slani un tika uzsakta modela parapmaciSana, kur tika apmaciti atlikuSie modela slani. Ka
rezultata apmacibas laiks salidzinajuma ar pirmo etapu samazinajas 4,5 reizes (skat 4. tab.)

4. tabula
Otra apmacibas etapa rezultati
Apmacibas laiks (min) | Precizitate
310 0,98681

P&c otra apmacibas etapa pabeigSanas modelis ir sagatavots p€d€jam apmacibas etapam
kur tam tiks iemacits atpazit abolus un bumbierus, bet visu kas neatbilst iepriekSminétaja
klaseém definét ka troksni un ignorét. Pirms apmacibas uzsaksanas tika aizverts ari ceturtais
modela slanis, atstajot tikai divus pedgjos slanus apmacibai. Apmaciba tika veikta 10 reizes uz
rezultati tika piefikséti 5. tabula. Var redzet, ka vid€jais apmacibas laiks samazinajas 1idz 8,5
mintitém jeb 12 reiz€s salidzinajuma ar apmacibu pilnigi no jauna.
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5. tabula
Transfer learning pielietotais laiks

Apmacibas laiks (min) Precizitate y
1 8,133333333 0,96176
2 10,53333333 0,96976
3 10,8 0,96754
4 6 0,95820
5 10,8 0,97421
6 5,866666667 0,95643
7 8 0,96665
8 5,733333333 0,95776
9 8,933333333 0,96665
10 10,53333333 0,96843
Average | 8,53333333 0,96474
Secinajumi

Eksperimenta veikSanas laika tika noskaidros, ka vidgji, apmacot CNN pilnigi no jauna,
viena neirontikla apmacibas laiks ir ~104 mindtes, kas nav slikti, ja nav planots uzlabot modela
darbibu nakotng. Bet, izmantojot transfer learning metodi modela apmacibai sagataves darbi,
kas ir javeic, lai nonaktu pie pielietojama modela aiznem daudz vairak laika. Pirmais apmacibas
etaps aiznéma vairak neka 24 stundas, bet otrs etaps vairak ka 5 stundas. Toties p&dgjais etaps,
kur tika modelis apmacits atpazit abolus un bumbierus atbilstosi sagatavotajai datu kopai vidéji
aizn@ma tikai 8,5 mindtes, kas ir aptuveni 12 reizes atrak. Jaatzimé, ka vidgja precizitate
transfer learning gadijuma izauga par 1,5%.

Ja uzdevums, kur tiek pielietots CNN ir tikai izveidot vienu modeli un nenemt véra
talaku ta uzlabo$anu, tad var izmantot standarta metodi bez priekSapmacibas. Tomer, ja modela
darbibas mérkis pieprasa talaku ta uzlabosanu, izmantojot jaunus datus, tad daudz izdevigak ir
izmantot transfer learning sagatavotu modeli, jo talakai modela apmacibai nav nepiecieSams
veikt visus trTs apmacibas etapus, bet tikai treSo, Kas padara to daudz izdevigaku salidzinajuma
ar standarta metodi.

Summary

During the experiment, it was found that the average training time from scratch per CNN
model is ~104 minutes, which is not bad, if there are no plans to improve the performance of
the model in the future. But using the transfer learning method for model training, the
preparatory work that needs to be done to get to the applicable model takes much more time.
The first phase of training lasted approximately 24 hours and the second phase little bit more
than 5 hours.

However, the last stage, where the model was trained to recognize apples and pears
according to the prepared data set, took on average 8.5 minutes, that is about 12 times faster.
It must be mentioned, that average accuracy is improved by 1.5%

If the task, where CNN is used is to create only one model and ignore further
improvements, then you can use the training scratch. However, if the model requires further
improvement using new data, then it is much more advantageous to use a model prepared by
transfer learning, because for further model training it is not necessary to perform all 3 training
stages, but only the last, which makes it much more advantageous compared to the training
from scratch.
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